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 특이값 

 특이값 분해 (SVD) 

 특이값 분해 계산 방법  

 특이값 분해 활용분야  



특이값 (singular value) 

 mxn 행렬 A의 특이값(singular value)  
 ATA의 eigenvalue에 제곱근값  

대칭 행렬  



특이값 분해 

 특이값 분해 (Singular Value Decomposition)  
 임의의 m×n 형렬 A를 A = UΣVT 로 분해하는 것 
  U 는 m×m 직교 행렬 
    Σ 는 m×n 행렬로 처음 r개의 값이 특이값  σ1 ≥ σ2 ≥ … ≥ σr ≥ 0인 대각행렬 
        V는 n×n  직교 행렬  
 
 

발표자
프레젠테이션 노트
\begin{bmatrix}1 & 0\\ 0 & -4\end{bmatrix} \begin{bmatrix}                      1 &amp; 0 &amp; 0 &amp; 0 &amp; 2 \\                      0 &amp; 0 &amp; 3 &amp; 0 &amp; 0 \\                      0 &amp; 0 &amp; 0 &amp; 0 &amp; 0 \\                      0 &amp; 4 &amp; 0 &amp; 0 &amp; 0                    \end{bmatrix} = \begin{bmatrix}               0 &amp; 0 &amp; 1 &amp;  0 \\               0 &amp; 1 &amp; 0 &amp;  0 \\               0 &amp; 0 &amp; 0 &amp; -1 \\               1 &amp; 0 &amp; 0 &amp; 0             \end{bmatrix}   \begin{bmatrix}                        4 &amp; 0 &amp;        0 &amp; 0 &amp; 0 \\                        0 &amp; 3 &amp;        0 &amp; 0 &amp; 0 \\                        0 &amp; 0 &amp; \sqrt{5} &amp; 0 &amp; 0 \\                        0 &amp; 0 &amp;        0 &amp; 0 &amp; 0                      \end{bmatrix}  \begin{bmatrix}                           0 &amp; 1 &amp; 0 &amp; 0 &amp;          0 \\                           0 &amp; 0 &amp; 1 &amp; 0 &amp;          0 \\                  \sqrt{0.2} &amp; 0 &amp; 0 &amp; 0 &amp; \sqrt{0.8} \\                           0 &amp; 0 &amp; 0 &amp; 1 &amp;          0 \\                 -\sqrt{0.8} &amp; 0 &amp; 0 &amp; 0 &amp; \sqrt{0.2}               \end{bmatrix}



특이값 분해 

 선형변환 
 ATA의 정규직교기저(orthonormal basis) 존재 

• ATA가 nxn 공간의 대칭행렬이므로, 대각화가능(diagonalizable)하여 
고유값 분해를 통해 정규직교기저 추출 가능  

                    은 서로 직교(orthogonal)  
                    

발표자
프레젠테이션 노트
 {\color{red}L({\bf x}) = A{\bf x}} : \  {\cal R}^n \rightarrow {\cal R}^m A = [80 100 40; 100 170 140;  40 140 200]



특이값 분해 

 선형변환 
 

ATA의 정규직교기저 



특이값 분해 

 ATA의 eigenvector를 사용한 정규 직교기저 v1, …, vn   



특이값 분해 

 SVD 존재에 대한 증명 
 

 (mxn)(nxn)   (mxn)  

 (mxm)  

 (mxn)  
 (mxm)  

 (mxn)  



SVD 방법 

 SVD 계산 방법  
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프레젠테이션 노트
A^{\top}A = ( U\Sigma V^{\top})^{\top}U\Sigma V^{\top} = V\Sigma^{\top}U^{\top}U\Sigma V^{\top}=V\Sigma^{\top}\Sigma V = V\Sigma'VAA^{\top}  = U\Sigma V^{\top}( U\Sigma V^{\top})^{\top} = U\Sigma V^{\top} V\Sigma^{\top}U^{\top}=U\Sigma\Sigma^{\top} U^{\top} = U\Sigma''U^{\top}



SVD 예 

발표자
프레젠테이션 노트
 V  = \begin{bmatrix}{\bf v}_1 & {\bf v}_2\end{bmatrix} = \begin{bmatrix}1/\sqrt{2} & 1/\sqrt{2}\\ - 1/\sqrt{2}& 1/\sqrt{2} \end{bmatrix}\Sigma  =  \begin{bmatrix}{\color{red} \sqrt{18}}  & 0\\ 0 & {\color{red} 0} \\  0& 0\end{bmatrix}{\bf u}_2 =  \begin{bmatrix}2/\sqrt{5}\\ 1/\sqrt{5}\\ 0\end{bmatrix}  \ \ \  {\bf u}_3 =  \begin{bmatrix}-2/\sqrt{45}\\ 4/\sqrt{45}\\ 5/\sqrt{45}  \end{bmatrix} \mbox{  2 orthogonal vectors s.t. } {\bf u}_1^{\top}{\bf x} = 0 \mbox{ with G-S method}



SVD 예 

 



Octave / Matlab 

 



SVD와 rank  

 행렬의 rank  
 SVD에서 0이 아닌 특이값(singular value)의 개수에 해당   

특이값은 ATA에 대한 eigenvalue에 의해 결정되고, 
eigenvalue가 0인 Ax = 0를 만족하는 것이 nullity에 대응하므로,  
0이 아닌 eigenvalue의 개수(중복도 고려)가 rank가 됨  



SVD를 이용한 Low-rank 근사  

 Low-rank 근사 (low-rank approximation)  
 



SVD를 이용한 Low-rank 근사  

 

600×465 pixels  Rank-1 근사 Rank- 5 근사 Rank-20 근사 

Rank-30 근사 Rank-50 근사 Rank-100 근사 Rank-150 근사 



SVD와 역행렬  

 nxn 행렬 A의 역행렬   
 모든 특이값(singular value)이 0이 아닐 때 가역행렬  

 
 

 A의 SVD 
 
 

 A의 역행렬  
 
 
 
 

발표자
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AA^{-1} = (U \Sigma V^{\top })(V \Sigma^{-1} U^\top )=     U \Sigma (V^{\top } V) \Sigma^{-1} U^\top 



SVD와 최소제곱문제의 해  

 최소제곱문제(least-squares problem)  
 Ax = b   (변수보다 데이터가 많고, 정확한 해가 없는 문제)  
 최소제곱해  

 
 
 



SVD 적용분야  

 데이터 축소 (Data Reduction) 
 최소제곱해 문제(Solving linear least square Problems) 
 영상처리 및 압축(Image Processing and Compression) 
 데이터 군집화에서 군집개수 결정(k-Selection for k-means 

clustering) 
 이상치 감지(Multivariate Outliers Detection) 
 잡음제거(Noise Filtering) 
 경향 분석(Trend detection in the observations and the variables) 
 행렬의 rank 결정  

 
 



Summary 

 행렬 A의 특이값(singular value)은 Gram 행렬 ATA의 eigenvalue에 
제곱근값이다.   

 특이값 분해(SVD)는 임의의 m×n 형렬 A를 A = UΣVT 로 분해하는 것
으로, U와 V는 직교행렬이고, Σ 는 대각성분에 특이값을 갖는 사각행
렬이다.  

 행렬의 rank는 SVD에서 0이 아닌 특이값(singular value)의 개수와 
같다. 

 SVD는 행렬에 대한 low-rank 근사를 통해 데이터를 압축하는데 사
용될 수 있다. 

 SVD는 역행렬, pseudo-inverse 등의 계산을 쉽게 할 수 있게 한다. 
 SVD는 데이터 압축, 영상 및 신호 처리, 행렬의 효과적인 연산 등  
다양한 분야에서 활용되고 있다.     
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